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摘      要  ：  �针对弱监督视频异常检测中分数波动引起的报警频繁切换和短时误报，提出一种时序一致性报警后处理方法。该方法

在16帧片段尺度上依次进行指数移动平均、双阈值判定、短间隔合并和最短持续时间约束，并利用校准子集确定工

作点。基于 DSANet公开预训练模型，在 UCF-Crime和 XD-Violence上进行5次重复分层留出实验。F1工作点下，

两个数据集的每百视频纯误报事件数分别由59.14降至24.91和10.81降至5.97，报警切换次数分别下降41.1%和

19.9%，帧级 F1基本保持。该方法无需重新训练，平均处理时间不超过1.94 ms/视频，但事件召回率略有下降，报

警延迟有所增加。
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Abstract  :  � A temporal-consistency-based post-processing method is proposed to reduce frequent alarm 

transitions and short false alarms caused by fluctuating anomaly scores. At the 16-frame segment 

level, it combines exponential moving average, dual-threshold state determination, short-gap merging, 

and minimum-duration filtering; operating points are selected on calibration videos. Five repeated 

stratified holdout experiments are conducted on UCF-Crime and XD-Violence using scores from the 

publicly available pretrained DSANet. At the F1 operating point, false-alarm events per 100 videos 

decrease from 59.14 to 24.91 and from 10.81 to 5.97, while alarm transitions decrease by 41.1% and 

19.9%, respectively, with frame-level F1 essentially unchanged. The method requires no retraining and 

takes no more than 1.94 ms per video on average, although event recall decreases slightly and alarm 

delay increases.
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引言

视频异常检测旨在从长时视频中定位偏离正常模式的事件，在公共安全等领域具有应用价值 [1]。弱监督方法仅需视频级标签，可降

低帧级标注成本。Sultani等构建 UCF-Crime并引入多示例排序学习 [2]，XD-Violence进一步扩展到多场景暴力视频 [3]；RTFM利用特

征幅值区分正常与异常片段 [4]，长短期时间序列关联方法则强化片段间联系 [5]。

随着视觉语言模型的发展，CLIP提供了图文语义特征 [6]，VadCLIP[7]和 DSANet[8]进一步将视觉语言对齐用于弱监督视频异常检

测。上述方法主要改进异常表征与分数排序，连续分数通常仍需通过阈值转换为报警状态。

现有研究多采用 AUC和 AP评价异常分数排序能力，但实际系统还需要将连续分数转换为离散报警。分数在阈值附近波动时，单

阈值判定容易产生频繁切换和短时误报，模型部署还需考虑报警周期与响应时间 [9]。本文不改变基础检测器，而是研究异常分数的报警

稳定化，主要工作为：构建由 EMA、双阈值、最短持续时间和间隔合并组成的后处理流程；在相同 F1或 F0.5目标下比较处理前后结

果；在两个公开数据集上从帧级、事件级、报警稳定性和计算开销等方面评价收益及代价。

项目课题：2025年度陕西省教育厅重点科学研究计划项目 (高校工程研究中心项目 )——面向智慧警务的轻量化视频异常行为识别模型及特定场景定制方法研究（项目编

号 :25JR032）。

作者简介：张师源（1995-），男，陕西西安人，硕士研究生，助教，研究方向为公安大数据，智慧公安。



Copyright © This Work is Licensed under A Commons Attribution-Non Commercial 4.0 International License. | 063

一、相关工作

弱监督方法将视频视为包、片段视为实例，通过排序或分类

约束学习异常程度，研究重点多为特征表示和语义对齐，最终报

警仍常由连续分数与单阈值获得。本文采用 DSANet预训练模型

生成分数，仅处理其输出，不依赖检测器内部结构。时序平滑虽

能抑制噪声，但仍需转换为报警状态；双阈值滞回已用于信号处

理与边缘检测 [10]。本文进一步加入持续时间约束和间隔合并。

二、时序一致性报警优化方法

（一）问题定义与总体流程

设 基 础 检 测 器 输 出 片 段 异 常 分 数 s={s₁ ,s₂ ,…,sT}，

st∈ [0,1]。实验以16帧为一个片段，平滑、状态判定和形态处理

均在片段尺度完成，再映射至视频帧，总体流程如图1所示。
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图1  视频异常分数时序一致性优化流程

（二）指数移动平均

采用指数移动平均（exponential moving average，EMA）

对片段异常分数进行因果平滑：

ŝ ₁ = s ₁ ， ŝ ₜ = α s ₜ + ( 1 − α ) ŝ ₜ ₋ ₁ ， t = 2 , … , T      （ 1 ）

式中，α∈ (0,1]为当前片段权重；α越小，平滑越强。EMA

仅使用当前及历史分数。

（三）滞回双阈值状态判定

分 别 设 置 报 警 进 入 阈 值 θH和 报 警 维 持 阈 值 θL， 且

θL≤ θH。令二值报警状态 yt∈ {0,1}，递推过程为：

y ₜ = 1 ，若 ( y ₜ ₋ ₁ = 0 且 ŝ ₜ ≥ θ H ) 或 ( y ₜ ₋ ₁ = 1 且 ŝ ₜ ≥ θ L ) ；

否则 y ₜ = 0                       （ 2 ）

未报警时，分数达到 θH后进入报警；已报警时，分数低于

θL后退出。θH>θL可减少阈值附近波动造成的状态切换。

（四）持续时间约束与间隔合并

若相邻报警段间连续为0的片段数不超过 g，则合并两段；随

后删除长度小于 d的报警段。先合并后删除可避免同一事件因短

时降分被切分，d和 g的单位均为片段。

（五）两类工作点与校准子集选参

F1工作点取校准子集 F1最大值，F0.5工作点侧重精确率；

原始分数按相同目标确定阈值。搜索范围为 α∈ {0.3,0.5,0.7}、

d ∈ {1 , 3 , 5 , 9 , 1 5 }、g ∈ {0 , 1 , 3 }，θH 与 θL 差 值 取

{0,0.05,0.10,0.15}，全部参数仅由校准子集确定。

三、实验设计

（一）数据集与基础检测器

实 验 采 用 UCF-Crime（1900个 视 频， 官 方 测 试 视 频290

个）和 XD-Violence（4754个视频，官方测试视频800个）。本

文仅使用视觉 CLIP特征和二分类异常分数，不使用 XD-Violence

音频模态。

基础检测器采用 DSANet公开代码和预训练权重 [8]，不再

训练或修改模型。完整测试集上，UCF-Crime的 AUC/AP为

0.8944/0.3742，XD-Violence为0.9540/0.8695。

（二）划分协议与评价指标

公开训练集缺少帧级标签，本文将官方测试集按正常、异常

视频分层，每次随机抽取20%作为校准子集、其余80%作为评估

子集，共重复5次，随机种子为234、42、7、123和2026。同一

划分中各方法共享数据，评估集不参与选参。不同划分可能包含

重复视频，因此结果仅用于考察处理前后的配对变化，不与官方

完整测试结果进行排名。

连续分数采用 AUC和 AP评价，二值报警报告精确率 P、召

回率 R和 F1。另定义每千负样本帧误报数 FP1000、每千帧报警

切换次数 SW1000和每百视频纯误报事件数 FAE100：

F P 1 0 0 0= 1 0 0 0 · F P / N n e g , S W 1 0 0 0= 1 0 0 0 · Σ ᵢ Σ ₜ .

( y ᵢ , ₜ ≠ y ᵢ , ₜ ₋ ₁ ) / N                    （ 3 ）

FA E ₁ ₀ ₀ = 1 0 0 · N FA / N v i d e o               （ 4 ）

式中，Nneg、N和 NFA分别为正常帧数、总帧数和未与真实

异常重叠的预测报警段数。事件召回率 ER表示被报警覆盖的真实

事件比例；Delay为成功检出事件起点至首次报警的片段数。各指

标报告5次实验均值和样本标准差。

（三）对比设置

对比原始 F1/F0.5阈值、3/9片段中值滤波、EMA、滞回、

EMA+滞回及完整时序方法。实验平台为 Ryzen 9 8945H、RTX 

4060 Laptop GPU和 PyTorch 2.1.0；后处理在 CPU完成。

四、结果与分析

（一）主要结果

表1  两个数据集 F1工作点的主要报警指标（均值 ±标准差）

数据集 方法 F1 SW1000 FAE100 ER Delay/片段

UCF 原始 -F1 0.441±0.018 0.508±0.028 59.14±1.44 0.724±0.040 2.317±0.337

UCF 时序 -F1 0.454±0.021 0.299±0.027 24.91±2.70 0.624±0.040 2.783±0.215

XD 原始 -F1 0.770±0.014 0.507±0.030 10.81±1.80 0.694±0.096 1.065±0.511

XD 时序 -F1 0.768±0.014 0.406±0.034 5.97±2.77 0.673±0.110 1.231±0.602
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由表1可见，在 F1工作点下，UCF-Crime的 F1由0.441升

至0.454，SW1000由0.508降 至0.299，FAE100由59.14降 至

24.91；XD-Violence的 F1由0.770变为0.768，SW1000由0.507

降至0.406，FAE100由10.81降至5.97。F0.5工作点能够进一步

减少误报，但会降低异常召回率，因此更适合人工复核成本较高

的场景。

（二）报警稳定性与检出代价

处理前后的 AUC和 AP变化不超过0.004，说明该方法主要

改变离散报警序列，对异常分数排序影响较小。误报下降同时带

来一定检出代价：UCF-Crime的事件召回率由0.724降至0.624，

报警延迟由2.317增至2.783个片段；XD-Violence的事件召回率

由0.694降至0.673，延迟由1.065增至1.231个片段。

（三）参数敏感性、稳健性与计算开销

不同划分选择的参数并不完全一致；最短持续时间 d增大

时，SW1000和 FAE100总体下降，事件召回率也随之降低。分

层配对 Bootstrap的2000次重采样结果显示，两个数据集在 F1

和 F0.5工作点下的 ΔSW1000与 ΔFAE100的95%置信区间均

不包含0。由于划分间存在视频重叠，该结果不代表独立外部场景

的统计保证。

后处理在 AMD Ryzen 9 8945H CPU上完成，UCF-Crime和

XD-Violence的平均耗时分别为1.93 ms/视频和1.65 ms/视频。

计时不含文件读取、视频解码、特征提取和模型推理。

五、结论

本文提出一种由 EMA、双阈值、持续时间约束和间隔合并组

成的报警后处理方法。两个数据集上的实验表明，该方法在帧级

F1基本保持的情况下能够减少报警切换和纯误报事件，平均处理

时间不超过1.94 ms/视频，可作为异常检测模型输出端的轻量级

处理模块。

误报减少会伴随事件召回率下降和报警延迟增加，实际应用

中应结合漏报损失、响应时效和人工复核成本选择工作点。本文

的校准数据由官方测试集重新划分得到，实验结果不能直接等同

于官方完整测试结果；方法在不同帧率、音频、多摄像头及流式

视频中的适用性仍需验证。
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